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データ解析演習(1)データマイニングとは・決定木とクラスタリング
高間 康史
下川原 英理， 何宜欣
システムデザイン学部・情報通信システムコース
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講義内容
 データマイニングとは

 データマイニングの目的
 応用分野
 手法の分類
 データマイニングのプロセス
 評価方法

 クラスタリングとは
 K-meansクラスタリング
 その他の手法

 決定木とは
 特徴とアルゴリズム
 属性の選択基準
 枝刈り

2



2017/10/13

2

データ解析?データ分析?
 どちらも data analysis
 解析:事物の構成要素を細かく理論的に調べることにより，その本質を明らかにすること

 数値解析，形態素解析
 分析:複雑な現象・概念などを，構成要素に分けて解明すること

 主成分分析，回帰分析
 今日は「データ分析」として説明します．
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データ分析の分類
 検証的データ分析（Confirmatory Data Analysis, CDA）

 あらかじめ持っている仮説の検証
 統計的検定
 データは後から集める（実験条件の設定）

 探索的データ分析（Exploratory Data Analysis, EDA)
 データを眺めながら仮説を生成
 すでにあるデータが出発点
 データマイニング，可視化
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検証的データ分析（CDA）の例
 ある機能が作業の効率化に効果があるか?

 目的変数（評価指標）:作業時間，精度
 要因（実験条件）:機能の有無（2水準）

 要因以外の実験条件は一定にして実験
 タスク，被験者による影響にも注意

 統計的検定
 t 検定など
 帰無仮説「差はない」が棄却されるか?
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データマイニングとは
 『勘』から『根拠のある判断』へ

 ベテランの経験による判断:暗黙知
 伝承，未知事象への対応が困難

 大規模データの活用
 インターネット，センサの進歩・普及

取得が容易に
 記憶装置の大規模化・クラウドの普及

蓄積が容易に
 データに内在する構造・規則性の発見
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データマイニングに対する誤解
 専門家の経験・勘による判断は間違い?

 専門家:時間をかけて，暗黙知的に獲得 ⇐ 未知事象・変化の激しい状況に対応困難
 計算機:高速，明示的に獲得

 計算機に任せておけばよい?
 知識発見プロセスの一部の自動化に過ぎない
 人間と計算機の役割分担が重要
 最終判断・意思決定は人間の役割
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知識発見プロセス
KDD: Knowledge-Discovery in Database

問題の認識 データの獲得 前処理

変換データ
マイニング解釈・評価

計算機の自動処理人の役割
※シーケンシャルではなく適宜フィードバックが発生

※多くのステップで経験が重要
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データの獲得
 すでにデータは存在している場合が多い

 「とりあえず貯めておく」ことが可能
 いろんな部門から集めてくる
 不足分のみ収集

 色々なデータに様々な価値
 受注データ
 アンケートの自由回答
 日報，報告書
 各種センサデータ
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ビッグデータ（Big Data）
規模（Volume）多様性（Variety）速度（Velocity）

解釈と評価
 獲得した知識をアクションへ
 解釈のしやすさ

 表現形式
 シンプル・本質的

 納得する『根拠』
 精度（定量的）
 シナリオ・意味づけ（定性・主観的） 解釈

納得 アクション
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データマイニングの代表的手法
 興味深いパターンを発見したい

 相関ルール（association rule mining）
 データ空間の大まかな構造を知りたい

 クラスタリング
 将来（未知データ）の予測をしたい／判断を自動化したい

 分類モデル構築
 回帰分析
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相関ルール
Association Rule
アイテムの共起パターンを知る
応用例

バスケット分析:同時に購入される商品の分析
行動パターン（動作系列）の分析

時系列相関ルールマイニング
興味深いパターンの発見

興味深さの指標とは? レシート
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相関ルールの定義
 I … アイテム集合
 相関ルール: A => B

 Aに含まれるアイテムを購入した人は，Bに含まれるアイテムも一緒に購入
 A, B ⊆ I , A∩B=∅

 例
 I = {牛乳，パン，バター，卵}
 {牛乳，パン} => {バター，卵}
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クラスタリング
Clustering

 データ集合を，類似するいくつかのグループに分ける
 グループ＝クラスタ（cluster）
 顧客のタイプ分け（cf. セグメンテーション）
 故障原因・不具合の分類

 探索的データ分析の手段
 データの全体像（overview）を知る
 データが「語る」グループの発見 ⇔ 先入観によるグループ（年代，地域，etc.）

 他の用途
 特徴（属性・素性）生成 → 機械学習での利用
 情報アクセス支援:類似データへの分割
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クラスタリング手法の分類
 分割 vs. 併合

 分割:トップダウン全体集合→小さいグループ
 併合:ボトムアップ個々のデータ→全体集合

 階層的 vs. パーティション（partition）
 階層的:結果が階層構造（樹形図）

クラスタ間関係:上下関係，兄弟関係
 パーティション:フラットに分割
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K-means
 代表的クラスタリング手法
 特徴

 分割・パーティション
 クラスタ数はユーザが指定
 高速
 シンプル

実装，結果の理解が容易
拡張が容易

 △初期値依存
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アルゴリズムの説明 (1)
 入力データ

 距離行列 or 類似度行列:データ間の距離（類似度）を定義
 各データのベクトルが与えられ，そこから計算する場合も

距離:ユークリッド距離，類似度:余弦，内積
 クラスタ数:K

 出力（クラスタリング結果）
 クラスタ中心:重心ベクトル
 クラスタメンバ:属するデータ K個出力

メンバ
中心

17

アルゴリズムの説明 (2)
初期値設定

クラスタ割当

中心更新

割当に変更あり? 終了No

Yes

※初期値設定方法によってはクラスタ割当の前に中心更新をする場合もあり
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アルゴリズムの説明 (3)
 K個のクラスタ中心をランダムに決定

 乱数でベクトルを生成
 データからK個ランダムに選択

 全データをK個のクラスタにランダムに割当
 クラスタ割当前に中心更新を行う必要

初期値設定

クラスタ割当

中心更新

割当に変更あり? 終了No

Yes※色＝クラスタ
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アルゴリズムの説明 (4)
 各データ ࢞ について

 ࢞ に一番近いクラスタ中心 を探す ࢉ࢖
 に割り当てる࡯ に対応したクラスタࢉ࢖

 全データについて実施 初期値設定

クラスタ割当

中心更新

割当に変更あり? 終了No

Yes
x
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アルゴリズムの説明 (5)
 クラスタ中心 の更新 ࢉ

 全クラスタについて更新
初期値設定

クラスタ割当

中心更新

割当に変更あり? 終了No

Yes

21

௖݌ ൌ 1
|ܥ| ෍ ݔ

௫∈஼

デモ
 http://tech.nitoyon.com/ja/blog/2013/11/07/k-means/
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K-meansはなぜうまくいくか?
 良いクラスタリングの指標（一例）

ܬ ܺ, ܵ௖ ൌ ෍ ෍ ݔ െ ࢉ࢖ ଶ
௫∈௖௖∈ௌ೎

 クラスタ割当:ࢉ࢖ を固定して ܥ を変更 ⇒ J の減少
 クラスタ中心更新: ܥ を固定して ࢉ࢖ を変更 ⇒ J の減少
 ○ランダムな初期値から局所最適な解を発見可能
 ○少ない反復回数で収束（多くても10数回?）
 ×クラスタリング結果は初期値設定に依存

 通常は複数回クラスタリングして良いものを選択
 より良い初期値の選び方:seedingの研究もあり

23

クラスタリングを使うときのポイント
 データ間／クラスタ間類似度の設定

 データの特徴（属性）の選択: データ依存
 類似度／距離関数の選択:ユークリッド距離，余弦，マンハッタン距離，etc.

 クラスタ数の選択（推定）
 データ空間を自然に分割するクラスタ数は? ⇒ データに内在する構造
 分析しやすいクラスタ数は? ⇒ 分析者の知識・目的

24
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分類モデル構築とは
 未知のデータを，既知のクラスに分類

 グループ分けという点では，クラスタリングと同様
 クラスタリングとの違い

 教師あり学習:訓練データから学習
グループ（クラス）の個数・意味が既知
訓練データ（所属クラスが既知）から分類モデル構築

 教師なし学習:訓練データなし ← クラスタリング
グループ（クラスタ－）の個数・意味が未知
グループの意味は後から考える

25

教師あり学習の例
 パターン認識

 数字認識，文字認識
 指紋認証，顔認証:本人か否か
 顔認識（デジカメ）:顔か否か

 フィルタリング
 スパムメールフィルタ

 マーケティング
 継続顧客／離反顧客の分類
 仕入れ予測:売上の良い日／悪い日の分類
 与信:返済の可能性を予測

01
6
9

未知データ

既知クラス分類モデル

26
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分類学習の流れ

訓練データ
構築

分類モデル

未知データ

クラス

クラス
評価

実運用

27

データの話
 目的変数・従属変数 ※変数→属性と呼ぶ場合もあり

 予測・分類したい対象:クラス
 （通常）分類器毎に１つ

 説明変数・独立変数
 予測・分類に利用する情報
 （通常）複数

 訓練データ＝説明変数＋目的変数
 未知データ＝説明変数

X:説明変数

Y:目的変数

例）回帰分析
Y=aX+b

28
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データタイプの話
 名義的(nominal) ... 性別，血液型

 クラス（目的変数）．
 順序的(ordinal) ... 成績（優＞良＞可＞不可）
 間隔的(interval) ... 温度（摂氏，華氏），日付
 比率的(ratio) ... 絶対温度，温度差，日数
 可能な演算に違い

 利用可能な分類器の違い 演算 名義的 順序的 間隔的 比率的
一致比較 ○ ○ ○ ○
大小比較 － ○ ○ ○
加減算 － － ○ ○
乗除算 － － － ○

29

分類モデルの性能評価
テストデータセット

予測

説明変数 目的
分類モデル

同じクラス:正解違うクラス:不正解

30



2017/10/13

16

評価指標 (1)
 結果の分類:２値分類の場合

 Positive: 予測したいクラス
 Negative: それ以外

 正しく分類:TP, TN
 TP: True Positive
 True: Negative

 誤分類:FN, FP
 FP: False Positive
 FN: False Negative

分類器の予測
Positive Negative

実際 Positive TP FN
Negative FP TN

31

評価指標(2)
 正答率 (Accuracy)

 正しく分類できたデータの割合
 真陽性率 (TP rate)

 実際Positiveを正しく分類できた割合
 偽陽性率 (FP rate)

 実際Negativeを誤分類した割合
 真陽性率・偽陽性率はペアで利用

 再現率 (Recall)
 真陽性率と同じ

 適合率 (Precision)
 Positiveと分類したうち正しかった割合

 再現率・適合率は検索システムで利用

ܶܲ ൅ ܶ
ܽݐܽܦ ݈݈ܣ

ܶܲ
ܶܲ ൅ ܨ

ܲܨ
ܲܨ ൅ ܶ

ܶܲ
ܶܲ ൅ ܨ
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テストデータ
 （通常）訓練データと別に用意する必要

 未知のデータ（＝訓練とは異なるデータ）を正しく分類できる事が重要
 既知データを訓練データ，テストデータに分けて利用

 既知データ:クラスがわかっているデータ
 テストサンプル法:既知データをランダムに分割

訓練データを多く ⇒ 分類精度向上（十分な学習）
テストデータを多く ⇒ 信頼性向上（十分な評価）

 交差検証法（CV: cross-validation)
効率的な既知データの活用
通常利用すべき

トレードオフ

33

CVの仕組み
D1 D5D2

既知データ
D3 D4

D1 D5D2 D3 D4
テスト 訓練

D1 D5D2 D3 D4
D1 D5D2 D3 D4

平均で評価

1st
2nd

5th

34
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CVについての補足
 分割数

 データサイズによる
 通常は10分割:10-fold CV
 Leave-one-out: 1つずつのデータに分割（N-1データで構築＋1データを予測）× N 回

 分割の仕方
 ランダムに分割:データ件数，クラスに偏りなく（層化）

 CVはなぜ効率的か?
 全てのデータをテストデータとして利用
 多数の訓練データから分類器を構築:テストデータの d -1倍（d-fold CV）

35

代表的分類モデル構築手法決定木（Decision tree）
天気

気温 ○
休/平日 ○

×
気温 ○

休/平日 ○
×

気温 ×
○

天気 気温 休/平日 売上
曇 高 休日 ○
晴 低 休日 ○
雨 低 休日 ○
曇 高 平日 ○
晴 高 平日 ○
曇 低 休日 ○
雨 高 平日 ×
曇 低 平日 ×
晴 低 平日 ×
曇 低 平日 ×

晴

曇
雨

高

高

高

休

休

 ノード＝属性，エッジ＝属性値
 パス（ルート→リーフ）＝分類規則
 可読性が高い

36
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良い決定木とは

天気

気温 ○
休/平日 ○

×
気温 ○

休/平日 ○
×

気温 ×
○ 属性の順序で大きな違い

 オッカムのカミソリ
 現状を同程度説明する仮説なら，よりシンプルなものを選ぶべき

休/平日
○

気温
天気

○
○

×
×

休

平
高

低

晴
曇
雨

37

アルゴリズム
※2分割の場合

 GrowthTree(D)
 IF 停止条件を満たす THEN 

return
 r : Dの最適分割ルール
 D1: rを満たすデータ集合
 D2: それ以外のデータ集合
 GrowthTree(D1)
 GrowthTree(D2)

 分割ルール
 属性値の範囲
 例）休／平日＝休日

 停止条件
 Dの全データが同一クラス
 不純度を下げる分割が存在せず
 枝刈りによる終了

38
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不純度
 分割における多様性の指標

 分割により多様性が減少することが望ましい
 多様性の減少:同一クラスのデータが集合

 代表的指標:大きいほど不純
 エントロピー（平均情報量）

 Gini分散指標

良い分割 悪い分割

ݐ݊ܧ ൌ െ ෍ ௖݌௖logଶ݌
௃

௖ୀଵ

݅݊݅ܩ ൌ 1 െ ෍ ௖ଶ݌
௃

௖ୀଵ

J: クラス数݌௖: cクラスの割合

39

例題:最初にどの属性を選ぶか?
 属性:天気

 曇:5件．○:3, ×:2
 Ent = -0.6Log0.6-0.4Log0.4=0.971

 晴:3件．○:2, ×:1
 Ent = 0.918

 雨:2件．○:1, ×:1
 Ent = 1

 加重平均:0.961
 属性:気温

 高:4件．○:3, ×:1
 Ent = 0.811

 低:6件．○:3, ×3
 Ent = 1

 加重平均:0.924

 属性:休／平日
 休日:4件．○:4, ×:0

 Ent = 0
 平日:6件．○:2, ×:4

 Ent = 0.918
 加重平均:0.551

◎休／平日で分割

天気 気温 休/平日 売上
曇 高 休日 ○
晴 低 休日 ○
雨 低 休日 ○
曇 高 平日 ○
晴 高 平日 ○
曇 低 休日 ○
雨 高 平日 ×
曇 低 平日 ×
晴 低 平日 ×
曇 低 平日 ×

40
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さらに分割
 休日

 全て○ ⇒ 停止
 平日
 属性:天気

 曇:3件．○:1, ×:2
 Ent = 0.918

 晴:2件．○:1, ×:1
 Ent = 1

 雨:1件．Ent = 0
 加重平均:0.792

 属性:気温
 高:3件．○:2, ×:1

 Ent = 0.918
 低:3件．○:0, ×:3

 Ent = 0
 加重平均:0.459

◎気温で分割

天気 気温 売上
曇 高 ○
晴 高 ○
雨 高 ×
曇 低 ×
晴 低 ×
曇 低 ×

天気 気温 売上
曇 高 ○
晴 低 ○
雨 低 ○
曇 低 ○

休日 平日
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学習結果

休/平日
○

気温
天気

○
○

×
×

休

平
高

低

晴
曇
雨
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まとめ
 今日学んだこと

 データマイニングとは
 K-meansクラスタリング
 分類器構築
 決定木

 来週の講義（予定）
 代表的な分類モデルの紹介

 今日の演習
 データマイニングツールWeka
 インストール，使い方の基礎
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