
データ解析実践演習
Wekaを使ってみよう



Wekaを開く



Wekaの起動画⾯

u Explorer:
u データの前処理⼿法，適⽤する学習アルゴリズム，そのパラメータ
などを試⾏錯誤するのに適する．

u Experimenter: (検証)

u 学習アルゴリズムの⽐較など，評価実験に適する．

u KnowledgeFlow:
u 前処理から結果の可視化までの⼀連の流れを作成するのに適する．

u Simple CLI:
u Javaのクラスを直接呼び出すコマンドラインインタフェース．



いろいろなデータを⾒てみよう

u Wekaにはいくつかのサンプルデータが含まれています．
u Wekaで読み込んで，どのようなデータか⾒てみましょう．

データ読み込み
u実⾏してみましょう！





相関ルール
(Association Rule)







相関ルール
u I … (スーパーマーケットの)アイテム集合

uトランザクション(売上記録)

uT1 ＝｛⽜乳、バター｝ 、T2 ＝｛パン、バター｝、
……TN ＝｛⽜乳、パン、バター、卵｝

u全トランザクション件数＝N

u 相関ルール: R：｛⽜乳、パン｝ => ｛バター、卵｝
A＝｛⽜乳、パン｝
B＝｛バター、卵｝ R：A => B



u評価指標
u⽀持度（support）

u全データに対して、ある項⽬集合が出現する割合を⽰す。

uSupport(R)＝Support(A ∪ B)＝ -./01/23(4,6)
7

u確信度（confidence）
u規則の条件部が起こった時に結論部が起こる割合を表す。

uConfidence(R)＝ ?1@@A.3(4∪6)
?1@@A.3(4)

相関ルール 全トランザクション件数＝N
R：A => B

A＝｛⽜乳、パン｝、B＝｛バター、卵｝



u評価指標

uリフト値（Lift）
u期待させた頻度に対する、実際に認められた共起頻度の
割合。

uLeft(R)＝ ?1@@A.3(4∪6)
?1@@A.3(4)×?1@@A.3(6)

＝ DA2EFG/2H/(I)
?1@@A.3(6)

相関ルール

リフト値 ＞１：有効なルール
リフト値 ＝１：AとBは関係ない
リフト値 ＜１：ルールが起こりにくい

全トランザクション件数＝N
R：A => B

A＝｛⽜乳、パン｝、B＝｛バター、卵｝



u例：ある店の⼩売取引データベースは以下の情報があった:

取引件数：50万件

ピザの購⼊を含む取引件数(A) ： 6250 件 (1.25%)

コーラの購⼊を含む取引件数(B) ： 50000 件 (10%)

ピザとコーラの購⼊を含む取引件数(A∪B) ： 5000 件 (1%) ⽀持度
確信度

リフト値＝８
ピザ購⼊ => コーラ購⼊ 80%

コーラ購⼊ => ピザ購⼊ 10%

相関ルール



オレンジジュースの購⼊を含む取引件数(A)： 50000 件 (10%)

ミルクの購⼊を含む取引件数(B)： 110000 件 (22%)

オレンジジュースとミルクの購⼊を含む取引件数(A∪B)： 40000 件 (8%) ⽀持度
確信度

リフト値＝3.63
オレンジジュース購⼊ =>ミルク購⼊ 80%

ミルク購⼊ => オレンジジュース購⼊ 36%

相関ルール
u例：ある店の⼩売取引データベースは以下の情報があった:

取引件数：50万件



相関ルール
-- Apriori --

u Apriori algorithm(頻出アイテム集合の検出)

u 1994年、R. Agrawal⽒らが発表した
⾼速で相関ルールを検出するアルゴリズム

R.Agrawal and R.Srikant: Fast algorithms for mining association rules, In Proceedings of 20th Int. 
Conf. Very Large Data Bases, VLDB, pp.487-499, 1994.

ID Items
1 A,C,D
2 B,C,E
3 A,B,C,E
4 B,E

Item sup
{A} 2
{B} 3
{C} 3
{D} 1
{E} 3

Item sup
{A,B} 1
{A,C} 2
{A,E} 1
{B,C} 2
{B,E} 3
{C,E} 2

Item sup
{B,C,E} 3

L1 L2

L3



相関ルール
(Association Rule)

実⾏してみましょう！
ファイルダウンロード：
http://www.comp.sd.tmu.ac.jp/yamaguchi/weka/weka.html

Apriori

使⽤ファイル: Market.arff
実⾏：Weka -> Associate -> choose -> Apriori





クラスタリング







実⾏ –-Clustering(クラスタリング)–-

uクラスタリングとは，ある分類対象の集合を，内的結合
と外的分離が達成されるような部分集合に分割すること．

u内的結合：
⼀つのまとまりと認められるデータは相互の距離がなるべく
近くなるように．

u外的分離：
異なったまとまり間の距離はなるべく遠くなるように．



実⾏ –-Clustering(クラスタリング)–-

u⼿法：
u階層的クラスタリング：
個々のデータをボトムアップ的にまとめてこ
とによってクラスを作る．

uHierarchical clustering (Hierarchical clusterer)

u分割最適化⼿法：
全体のデータの散らばり(トップダウン情報)か
ら最適な分割を求めてゆく．

uK-means



実⾏ –-Clustering–- ex.階層的クラスタリング

u 近くのデータをまとめて⼩さいクラスタを作り，
その⼩さいクラスタに近くのデータを取り込むか，
あるいは⼩さいクラスタどうしをまとめて少し⼤きめの
新しいクラスタを作るという⼿順を繰り返すものです．

X1

X2X3

X4X5

X1 X3X2 X4 X6X5



u 単連接法(Single)
u 最も近い事例対の距離を類似度とする．クラスタが⼀⽅向に伸びやすくなる傾向．

u 完全連接法(Complete)
u 最も遠い事例対の距離を類似度とする．クラスタが⼀⽅向に伸びるのを避ける傾向
がある．

u 重⼼法(Centroid)
u クラスタの重⼼間の距離を類似度とする．クラスタの伸び⽅は、単連接と完全連接
の間をとったようになる．

実⾏ –-Clustering–- ex.階層的クラスタリング



Clustering
階層的クラスタリング

実⾏してみましょう！

Hierarchical clustering
(Hierarchical Clusterer)

使⽤ファイル: iris.2D.arff
実⾏：Weka -> cluster -> choose -> Hierarchical Clusterer)



実⾏ –-Clustering(クラスタリング)–-

u⼿法：
u階層的クラスタリング：
個々のデータをボトムアップ的にまとめてこ
とによってクラスを作る．

uHierarchical clustering (Hierarchical clusterer)

u分割最適化⼿法：
全体のデータの散らばり(トップダウン情報)か
ら最適な分割を求めてゆく．

uK-means





u 分割最適化⼿法：
全体のデータの散らばり(トップダウン情報)から最適な分割を求めてゆ
く．代表的の⼿法は K-meansアルゴリズム(ｋ-平均法)

u クラスタ数 Kをあらかじめ与え，各クラスタの平均ベクトルを乱数で⽣成
し(あるいはランダムにデータを K個選び)

u 各データを最も近い平均ベクトルをもつクラスタに所属させた後，そのク
ラスタの平均ベクトルが動かなくなるまで再計算することを繰り返す．

実⾏ –-Clustering–- ex.分割最適化手法
--K-means--

K=2



u K-meansによって「局所的」最適解にたどり着く
ことができます。全体としての最適解であるかど
うかは，わからないということです。

したがって，k-means法でクラスタリングを⾏う際は，異
なった初期値で複数回で⾏い，評価関数の最もよいものを
結果として採⽤することになります．

実⾏ –-Clustering–- ex.分割最適化手法
--K-means--



Clustering
分割最適化手法

実⾏してみましょう！

K-means

使⽤ファイル: iris.2D.arff
実⾏：Weka -> cluster -> choose -> SimpleKMeans





異常検出

u異常検出の問題設定は、⼊⼒｛Xi｝に含まれる
異常値を、教師信号なしに⾒つけることです。
u外れ値の検出

u学習データに含まれるデータの中で、他と⼤きく異なる
データを指します。

u例：全体のデータから極端に離れたデータ
u計測誤りや、教師信号付与作業中でのミスが原因で⽣じた
と考えられ、学習を⾏う前に除去しておくのが望ましい
データです。



異常検出
u局所異常因⼦（LOF：local outlier factor）

u近くにデータがないか、あるいは極端に少ないものを
外れ値とみなすというものです。
u「近く」：あるデータの周辺における、ほかのデータの
集まり具合を周辺密度 として定量的に定義します。

周辺密度の⾼い
データ周辺密度の低い

データ

Breunig, M. M.; Kriegel, H.-P.; Ng, R. T.; Sander, J. (2000). LOF: Identifying Density-based Local Outliers (PDF). 
Proceedings of the 2000 ACM SIGMOD International Conference on Management of Data. SIGMOD. pp. 93–104. 



異常検出 インストール

1.Tools

2.Package manager



異常検出 インストール ①Allを選び

②LOFを探す

③LOFに押す

④Installを実⾏

⑤Successfully
出たら完了

①

②

③

④
⑤

⑥Weka再起動



異常検出
LOF

使⽤ファイル: iris.2D.arff
実⾏：1. 外れ値作り（操作試し⽤) : Weka -> preprocess-> Edit -> Add instance -> OK

2. Weka -> preprocess -> choose -> filters -> unsupervised -> attribute-> LOF -> Apply

実⾏してみましょう！



異常検出実⾏結果

外れ値

結果確認：Weka -> preprocess-> Edit



異常検出実⾏結果

外れ値

結果確認：Weka -> Visualize-> Plot Matrix 









決定⽊



実⾏ –-Classifier(分類)–- ex.決定⽊
事例

u⽥中さんは新⽶のゴルフクラブのマネージャー。
彼はある悩みを抱える。
u お客が多い⽇があり、そういう⽇はスタッフの数が⾜りない。
u そうかと思えばお客さんがまったく来ない⽇もあり、スタッフが
⾮常に暇そうだ。

→スタッフの勤務体制を最適化にしたいと
思っている。



実⾏ –-Classifier(分類)–- ex.決定⽊
事例

u⽥中さんは環境を観察して、以下の特徴を記録した。
attribute value
Outlook(天候) {sunny, overcast, rainy}(晴、曇、⾬)

Temperature(気温) Number
Humidity(湿度) Number
Windy(⾵) {True, False}(あり、なし)

Play(クラス) {yes, no}（あり、なし）



Classifier(分類)
決定⽊

実⾏してみましょう！

J48

使⽤ファイル: weather.numeric.arff
実⾏：Weka -> classify -> choose -> classifiers -> tree -> J48





回帰分析

u線形回帰 (Linear regression)
u Weka → Linear regression

u実⾏してみましょう！
使⽤ファイル: cpu.arff (or other .arff files)
実⾏：Weka -> classify -> choose -> classifiers -> function ->LinearRegression



回帰分析
u回帰⽊(regression tree)

u識別における決定⽊の考え⽅を回帰問題に適⽤する⽅法です。
u決定⽊：同じクラスの集合になるよう、特徴の値によって学習
データを分割する。

u回帰⽊：近い値のデータが集まるように、特徴の値によって学
習データを分割する。

uREPTree (高速な決定木・モデル木の学習)

uWeka → REPTree
u実⾏してみましょう！
使⽤ファイル: cpu.arff (or other .arff files)
実⾏：Weka -> classify -> choose -> classifiers -> tree -> REPTree



回帰分析
uモデル⽊(tree-based model)

u線形回帰と回帰⽊の双⽅のよいところを取った⽅法です。
uリーフの値が定数であったのに対して、
モデル⽊ではリーフの値を線形回帰式とします。
uデータがうまくまとまっている区間を切り出せる特徴
を選んで分割してゆき、分割後のデータに対して線形
回帰式を求めます。

uWeka → M5P(線形回帰式を葉に持つモデル木)
u実⾏してみましょう！使⽤ファイル: cpu.arff (or other .arff files)

実⾏：Weka -> classify -> choose -> classifiers -> tree -> M5P



Q＆A


